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摘 要： 针 对 传 统 二 元 判 别 图 在 处 理 锆 石 微 量 元 素 数 据 时 维 度 低 、难 以 揭 示 非 线 性 成 矿 机 制 的 问 题 ，本 研 究 引 入 机 器

学 习 方 法 以 提 升 斑 岩 型 铜 矿 成 矿 潜 力 判 别 的 准 确 性 与 客 观 性 . 基 于 全 球 斑 岩 型 矿 床 锆 石 微 量 元 素 数 据 ，系 统 对 比 了

XGBoost、随 机 森 林 、支 持 向 量 机 、逻 辑 回 归 和 神 经 网 络 五 种 模 型 的 分 类 性 能 ，并 结 合 SHAP 可 解 释 性 框 架 解 析 模 型 决

策 机 制 . 结 果 表 明 ：XGBoost 模 型 分 类 准 确 率 最 高（86.85%），其 次 为 随 机 森 林（83.84%）和 逻 辑 回 归（83.84%），支 持 向

量 机（78.90%）和 多 层 感 知 器（69.86%）表 现 相 对 较 低 .SHAP 分 析 显 示 ，EuN/EuN*、10 000（EuN/EuN*）/Y 、Ti、Y 、△FMQ
和 Gd/Dy 是 判 别 成 矿 潜 力 的 关 键 指 标 . 本 研 究 构 建 的 XGBoost、随 机 森 林 等 模 型 能 有 效 识 别 斑 岩 型 铜 矿 成 矿 潜 力 并 筛

选 关 键 勘 查 标 识 ，不 仅 为 智 能 化 矿 产 勘 查 提 供 了 新 思 路 ，也 为 实 际 应 用 中 的 模 型 选 择 和 优 化 提 供 了 重 要 参 考 .
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Based on global zircon trace element data from porphyry deposits, we systematically compared the classification performance 
of five models ⁃ XGBoost, Random Forest, Support Vector Machine, Logistic Regression, and Neural Network ⁃ and 
interpreted the model decision-making mechanisms using the SHAP explainable framework. The results show that XGBoost 
achieves the highest classification accuracy (86.85%), followed by Random Forest (83.84%) and Logistic Regression 
(83.84%), while Support Vector Machine (78.90%) and Multilayer Perceptron (69.86%) exhibit relatively lower performance. 
SHAP analysis identifies EuN/EuN*, 10 000(EuN/EuN*)/Y, Ti, Y, △ FMQ, and Gd/Dy as key indicators for discriminating 
mineralization potential. The models constructed in this study, such as XGBoost and Random Forest, can effectively identify 
porphyry copper mineralization potential and screen critical exploration indicators, offering not only new insights into 
intelligent mineral exploration but also important references for model selection and optimization in practical applications.
Key words: porphyry copper deposit; machine learning; zircon trace elements; big data.

0 引言  

斑 岩 型 铜 矿 床 是 全 球 铜 、钼 、金 等 金 属 资 源

的 重 要 来 源 ，提 供 了 全 世 界 约 75% 的 铜 、50%
的 钼 和 20% 的 金（Sillitoe ， 2010）. 这 类 矿 床 主

要 形 成 于 与 板 块 俯 冲 或 碰 撞 造 山 相 关 的 中 酸 性

弧 岩 浆 岩 带  （Sillitoe ， 1972 ， 1993 ； Hedenquist 
and Richards 1998 ； Hezarkhani ， 2006 ； Hou et 
al. ， 2007 ， 2011 ； Meng et al. ， 2021 ； Luo et al. ， 
2024；孟 旭 阳 和 毛 景 文 ， 2025）. 其 成 矿 岩 浆 通 常 具

有 中 等 氧 化 、富 水 和 挥 发 分 的 特 点（Piquer et al.， 
2021； Stonadge et al.， 2023），岩浆岩全岩地球化学

特 征 通 常 表 现 出 高 Sr/Y 和 La/Yb 比 值 ，并 缺 乏

显 著 的 Eu 负 异 常（Richards and Kerrich ， 2007）.
锆石因其稳定的晶体结构和较强的抵抗变质、

侵 蚀 和 风 化 能 力 ，是 硅 酸 盐 岩 浆 中 常 见 的 副 矿 物

（Lu et al.， 2016； Loucks et al.， 2020； Meng et al.， 
2022； Luo et al.， 2024），其 微 量 元 素（如 Ce、Eu、

Nb、Ta 等）常 被 用 作 指 示 岩 浆 氧 逸 度 、分 异 程 度 及

流 体 活 动 等 与 成 矿 有 关 的 关 键 信 息（Belousova et 
al.， 2002； Houston and Dilles， 2013； Zhong et al.， 
2023）. 前 人 研 究 已 将 若 干 锆 石 微 量 元 素 比 值（如

EuN/EuN*≥0.4，（Ce/Nd）/Y>0.01，10 000×（EuN/
EuN*）/Y>1 和 Dy/Yb<0.3 等）作 为 判 断 岩 浆 斑 岩

型铜矿成矿潜力的有效指标，并成功应用于找矿勘

查 实 践（Lu et al.， 2016； Pizarro et al.， 2020； 
Carrasco ⁃ Godoy et al.， 2024）. 例 如 ，Lee et al. 

（2021）和 Pizarro et al. （2024）应用锆石中的地球化

学 指 标（如 EuN/EuN*≥0.4、10 000×（EuN/EuN*）/
Y>1、（Ce/Nd）/Y>0.01 等）分 别 在 不 列 颠 哥 伦

比 亚 中 南 部 Highland Valley 斑 岩 区 和 智 利 北 部

Centinela District 发 现 显 著 的 斑 岩 铜 矿 成 矿 潜 力 .
传 统 的 二 维 判 别 图 解 通 常 基 于 固 定 的 元 素 比

值 或 组 合 ，其 分 析 思 路 本 质 上 是 线 性 的 ，难 以 充 分

处理高维、非线性的地球化学数据 . 具体而言，这类

方法常面临以下局限：一是投图区域往往存在显著

重叠，导致判别边界模糊，难以实现精细分类（Zhou 
et al.， 2022； Zou et al.， 2022）；二 是 其 判 别 过 程 缺

乏量化评估标准，无法客观衡量模型的有效性与准

确性（Zou et al.， 2022； 滕文航等，2025）；三是传统

图解多建立于较小样本基础上，对当前日益积累的

海 量 地 球 化 学 数 据 难 以 充 分 挖 掘 与 利 用（Petrelli 
and Perugini， 2016； 赵 伟 光 等 ，2021； 王 瑀 等 ，

2022）. 相比之下，机器学习作为近年来迅速发展的

数据分析方法，其算法能够适应高维、非线性关系，

并 从 复 杂 的 微 量 元 素 组 合 中 识 别 出 潜 在 的 深 层 规

律与 特 征 ，从 而 为 构 建 普 适 性 更 强 、判 别 精 度 更 高

的 模 型 提 供 了 有 效 途 径（Zhou et al.， 2022； Zou et 
al.， 2022； Zhong et al.， 2023； Wen et al.， 2024a； 
Yuan et al.， 2025）. 因 此 ，引 入 机 器 学 习 方 法 不 仅

有 助 于 克 服 传 统 图 解 的 上 述 缺 陷 ，也 为 处 理 大 规

模、高维度地球化学数据提供了重要的技术支撑 .
机器学习按照训练数据是否有分类标签，主要

分 为 监 督 学 习 和 无 监 督 学 习（张 润 和 王 永 滨 ， 
2016； 姜娜等， 2019）. 监督学习基于已分类数据训

练 模 型 ，实 现 可 解 释 的 分 类 判 别（陈 凯 和 朱 钰 ， 
2007）. 无监督学习则利用无标签数据，挖掘其中隐

藏的特征和结构（Sahli， 2020； Luo et al.， 2024）. 目

前 ，Extreme Gradient Boosting（XGBoost）（Chen 
and Guestrin， 2016）、随机森林（Breiman， 2001）、逻

辑回归（Hosmer Jr et al.， 2013）、支持向量机（Boser 
et al.， 1992）、神 经 网 络（李 苍 柏 等 ， 2020； Zhong et 
al.， 2023）等模型是常用的监督学习方法，已被广泛

应 用 在 地 球 科 学 领 域 . 例 如 ，Zhong et al. （2021）利

用 神 经 网 络（多 层 感 知 器）对 玄 武 岩 的 构 造 环 境 进

行 判 别 分 类 ，并 将 该 模 型 应 用 在 熊 儿 火 山 岩 群 .
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Zhou et al. （2022）应 用 支 持 向 量 机 和 随 机 森 林 模

型，基于全球火成岩锆石微量元素数据有效判别了

与成 矿 和 非 成 矿 相 关 的 锆 石 . 该 研 究 进 一 步 通 过

碎 屑 锆 石 分 析 ，揭 示 冈 底 斯 带 东 部 成 矿 潜 力 在 50 
Ma 后 显 著 升 高 ，并 指 出 高 成 矿 潜 力 百 分 比 与 高 奇

异 性 指 数 的 岩 浆 爆 发 事 件 密 切 相 关 . Zou et al. 
（2022） 则 利 用 随 机 森 林 和 深 度 神 经 网 络 模 型 ，构

建 了 基 于 全 球 锆 石 微 量 元 素 数 据 的 斑 岩 铜 矿 成 矿

潜 力 判 别 模 型 . 并 在 俯 冲（加 拿 大 Highland Val⁃
ley）和 碰 撞 后（西 藏 冈 底 斯 带）两 种 构 造 背 景 的 矿

床 中 验 证 了 模 型 不 受 区 域 构 造 背 景 差 异 的 影 响 ，

确 认 了 EuN/EuN*、Ce/Nd 等 元 素 比 值 以 及 Dy、Hf、
Ti 含 量 是 关 键 判 别 指 标 .Luo et al. （2024）通 过 锆

石 微 量 元 素 数 据 来 训 练 支 持 向 量 机 、随 机 森 林 、神

经 网 络 等 模 型 ，以 此 来 对 斑 岩 型 矿 床 的 构 造 背 景

（大 陆 弧 、岛 弧 、非 弧 等）进 行 分 类 . 以 上 成 果 表

明 ，机 器 学 习 在 地 学 领 域 具 有 很 强 的 应 用 前 景 .
然 而 ，目 前 研 究 仍 存 在 一 些 不 足 . 不 同 算 法

在 斑 岩 铜 矿 预 测 分 类 方 面 缺 乏 系 统 性 对 比 ；模 型

训 练 数 据 多 局 限 于 特 定 区 域 ，导 致 泛 化 能 力 有

限 . 此 外 ，尽 管 机 器 学 习 模 型 在 锆 石 数 据 的 分 类

与 判 别 中 表 现 出 色 ，但 由 于 其“ 黑 箱 ”特 性（即 模

型 决 策 过 程 不 透 明），机 器 学 习 模 型 虽 能 够 有 效 识

别 数 据 中 的 复 杂 模 式 并 作 出 高 精 度 预 测 ，却 通 常

无 法 阐 明 微 量 元 素 分 异 与 岩 浆 过 程 、源 区 属 性 等

之 间 的 成 因 联 系 ，因 此 难 以 支 持 深 入 的 机 理 讨 论 .
针 对 上 述 不 足 ，本 研 究 构 建 了 全 球 斑 岩 型 铜

矿 成 矿 与 非 成 矿 岩 浆 锆 石 微 量 元 素 数 据 库 ，系 统

整 合 了 岩 浆 氧 逸 度 、含 水 量 及 结 晶 分 异 等 关 键 控

矿 要 素 的 多 因 素 及 比 值 指 标 . 在 此 基 础 上 ，对 比

XGBoost、随 机 森 林 、支 持 向 量 机 、逻 辑 回 归 、多 层

感 知 器 共 5 类 机 器 学 习 模 型 的 判 别 性 能 ，并 引 入

SHAP 框 架 对 优 选 模 型 进 行 解 释 ，揭 示 微 量 元 素

与 成 矿 潜 力 间 的 可 解 释 关 联 ，突 破“ 黑 箱 ”限 制 . 该

方 法 不 仅 提 升 了 复 杂 非 线 性 关 系 下 的 成 矿 识 别 精

度 ，也 使 决 策 过 程 可 追 溯 . 最 后 进 一 步 评 估 各 算 法

在 地 球 化 学 判 别 中 的 适 用 性 与 差 异 ，明 确 关 键 判

别 指 标 ，旨 在 构 建 兼 具 高 精 度 、强 泛 化 能 力 与 可 解

释 性 的 成 矿 潜 力 评 价 模 型 ，为 矿 产 勘 探 提 供 科

学 工 具 ，推 动 机 器 学 习 在 地 学 领 域 的 可 信 应 用 .

1 数据与方法  

1.1　数据来源与筛选　

在本次研究中，成矿岩浆锆石数据均系统收集自

有明确矿化描述的斑岩型铜矿相关文献（详细来源见

附表 1）. 为构建有效的判别对比，本研究同时选取了

具有对比意义的非成矿岩浆锆石数据，其选取依据主

要包括：（1）空间上位于同一或邻近矿集区；（2）形成

时代与成矿岩体相近；（3）与成矿岩体属于同一构造‒
岩浆旋回或处于相同的大地构造环境，但未发生成矿

图 1　本文搜集锆石微量数据的斑岩型矿床和不成矿岩体位置

Fig.1　Locations of porphyry deposits and barren intrusions from which zircon trace element data were collected in this study
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作 用 . 在 此 基 础 上 ，笔 者 将 所 有 锆 石 数 据 划 分 为 成

矿 与 非 成 矿 两 类 ，以 支 撑 后 续 的 机 器 学 习 建 模 .
为 了 提 高 模 型 的 准 确 性 ，笔 者 使 用 La<1×

10-6，Ti<50×10-6 以 及（Dy/Nd+Dy/Sm）>10×
10-6 来筛选未遭受蚀变和未受矿物/熔融包裹体影

响 的 锆 石 数 据（Bell et al.， 2016； Lu et al.， 2016； 
Meng et al.， 2024）. 其 次 ，剔 除 了 缺 失 率 大 于 20%
的特征指标，并对剩余锆石微量元素的缺失值用同

类 型（成 矿 岩 浆 锆 石 或 非 成 矿 岩 浆 锆 石）及 同 特 征

指 标 的 均 值 进 行 填 充 . 最 终 获 得 了 成 矿 岩 体 锆 石

的 微 量 数 据 4 970 条 ，非 成 矿 岩 体 锆 石 的 微 量 数 据   
5 899 条（如 图 2）. 本 次 研 究 选 取 了 Hf、Th、U、Y、

Ti、Ce、Pr、Nd、Sm、Eu、Gd、Tb、Dy、Ho、Er、Tm、

Yb、Lu 共 18 种 原 始 锆 石 微 量 元 素 作 为 分 类 指 标 ，

并 使 用 EuN/EuN*、CeN/CeN*（Loader et al.， 2017）、

10 000（EuN/EuN*）/Y、（Th+U）/Y、（Ce/Nd）/Y、

Gd/Dy、Ce/Nd、Dy/Yb、Th/U、△ FMQ（Loucks et 
al.， 2020）共 10 项 锆 石 微 量 元 素 比 值 及 衍 生 指 标

作 为 本 研 究 的 分 类 特 征 . 这 些 指 标 从 岩 浆 氧 逸

度 、含 水 量 以 及 结 晶 分 异 过 程 共 三 个 关 键 控 制

因 素 出 发 ，有 效 捕 捉 与 成 矿 岩 浆 相 关 的 特 征

（Ballard et al.， 2002 ； Dilles et al.， 2015 ； Shen et 
al.， 2015 ； Lu et al.， 2016 ； Pizarro et al.， 2020）.

氧 逸 度 指 标 CeN/CeN*是 基 于 锆 石 内 变 价 元 素

Ce 中 Ce4+和 Ce3+的比值来反映岩浆的相对氧化还原

状 态（Ballard et al.， 2002； Lu et al.， 2016）. 而     

EuN/EuN*、10 000 （EuN/EuN*）/Y、（Ce/Nd）/Y 和 Dy/
Yb 等 衍 生 指 标 ，可 识 别 岩 浆 演 化 过 程 对 矿 物 分 离

结 晶 的 影 响（Lu et al.， 2016； Pizarro et al.， 2020）.
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N = EuN ( )Sm N × GdN
0.5,                    (1)

           CeN Ce*
N = CeN ( )Nd2

N Sm N ,                             (2)

     ΔFMQ = 3.998 ( ± 0.124)× lg 
é

ë

ê
êê
ê
ê
ê( Ce

U i × Ti ) ùûúúúúúú+

2.284 ( ± 0.101)  .                                                     (3)
除 以 上 数 据 集 外 ，本 研 究 还 单 独 将 美 国 的

Bingham Canyon 斑 岩 型 Cu⁃Au⁃Mo 矿 床 、土 耳 其 的

Kışladaĝ 斑 岩 型 Cu⁃Au 矿 床 、伊 朗 的 Sungun 斑 岩

型 Cu⁃Mo 矿 床 、美 国 的 Yerington 斑 岩 型 Cu 矿 这

四 个 矿 床 成 矿 岩 体 的 锆 石 微 量 数 据 ，以 及 中 国 芒

康 地 区 的 不 成 矿 岩 体 的 锆 石 微 量 数 据 整 合 为 一 组

新 数 据 集 作 为 未 知 样 本 数 据 ，目 的 是 作 为 一 个 实

例 验 证 本 研 究 训 练 后 的 机 器 学 习 模 型 . 这 些 数 据

与 上 文 提 到 的 全 球 锆 石 微 量 数 据 采 用 相 同 的 标 准

进 行 筛 选 后 ，成 矿 岩 浆 锆 石 微 量 数 据 635 条 、非 成

矿 岩 浆 锆 石 微 量 数 据 95 条 . 其 详 细 来 源 见 附 表 1.
1.2　机器学习方法　

机 器 学 习 主 要 包 括 监 督 学 习 、无 监 督 学 习 两

种 学 习 方 法（张 润 和 王 永 滨 ， 2016）. 在 监 督 学 习

中 ，需 要 使 用 已 有 分 类 标 签 的 数 据 对 模 型 进 行 训

练（张 润 和 王 永 滨 ， 2016； 姜 娜 等 ， 2019； 杨 剑 锋

等 ， 2019）. 无 监 督 学 习 则 可 直 接 利 用 未 有 分 类 标

签 的 数 据 对 模 型 进 行 训 练（杨 剑 锋 等 ， 2019； 孙 会

玲 等 ， 2026）. 本 研 究 为 了 横 向 对 比 不 同 模 型 的 差

异 性 ，选 取 五 种 典 型 的 监 督 机 器 学 习 算 法 ，利

用 已 有 标 签 的 锆 石 微 量 数 据 对 其 进 行 训 练 .
1.2.1　XGBoost 模型　该 模 型 是 由 陈 天 奇 等 人 于

2016 年 开 发 的 ，基 于 Boosting 集 成 技 术 以 及 梯 度

提 升 框 架 而 形 成 的 一 种 算 法（Chen and Guestrin， 
2016）. 该 模 型 首 先 构 建 一 棵 树 作 为 初 始 模 型 ，计

算 出 预 测 值 与 真 实 值 之 间 存 在 的 误 差 近 似 值 ，如

公 式（4）所 示 ，将 其 作 为 新 的 目 标 值 ，并 对 下 一 颗

树 进 行 训 练 ，通 过 重 复 性 迭 代 构 建 更 多 的 树 模 型

（图 3）. 在 迭 代 的 过 程 中 ，通 过 一 个 损 失 函 数 和 正

则 化 步 骤 对 目 标 函 数 进 行 优 化 ，以 此 来 减 小 预 测

过 程 中 存 在 的 误 差 以 及 防 止 模 型 出 现 过 拟 合 化 .
最 后 将 所 有 树 模 型 得 到 的 预 测 结 果 相 加 得 到 XG⁃
Boost 模 型 最 终 预 测 结 果（Chen and Guestrin， 
2016； Wen et al.， 2024b）. 误 差 近 似 值 公 式 如 下 ：

图 2　斑 岩 型 矿 床 成 矿 岩 浆 锆 石 和 非 成 矿 岩 浆 锆 石 数 量 统

计直方图

Fig.2　Statistical histogram of metallogenic and barren mag⁃
matic zircon in porphyry deposits
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           rit = -
é

ë

ê
êê
ê
ê
ê ∂L ( )yi, Ft - 1 ( xi )

Ft - 1 ( xi )
ù

û

ú
úú
ú,                               (4)

其 中 ，Ft - 1 ( xi) 是 前 t-1 轮 的 集 成 模 型 ，L 为 损 失

函 数 ，rit 表 示 第 t 轮 迭 代 中 第 i 个 样 本 的 误 差 近 似

值 ，该 误 差 近 似 值 将 作 为 下 一 个 模 型 的 拟 合 目 标 .
1.2.2　随机森林模型　它是由 Breiman 提出的一种

基于 Bagging 技术的集成方法，由多棵决策树共同组

成，多使用于分类和回归任务（Breiman， 2001； 姜娜

等， 2019； 侯霖莉等， 2024）. 随机森林在任务中使用

bootstrap 重 抽 样 方 法 从 数 据 集 中 抽 取 多 个 样 本 数

据，并随机选择每个 bootstrap 样本的一些特征建立

决 策 树 模 型 ，这 些 决 策 树 独 立 对 数 据 进 行 学 习 、分

类，从而获得判别分类结果（Breiman， 2001； Barry， 

2013； Song and Lu， 2015； Lee et al.， 2019； 李 苍

柏 等 ， 2020 ； Guo and He ， 2024）. 而 随 机 森 林 模

型 最 终 的 判 别 分 类 结 果 是 由 所 有 决 策 树 集 体

投 票 产 生（ 图 4 ；Breiman ， 2001）.
1.2.3　 支 持 向 量 机　 它 是 一 种 常 用 于 分 类 和 回 归

任务的监督机器学习方法 . 该方法主要利用核函数

将数据映射到高维特征空间中，在这个空间找到一

个 超 平 面 来 分 割 不 同 类 别 的 数 据（图 5），以 达 到 对

数据进行分类的目的（Boser et al.， 1992；  陈凯和朱

钰 ， 2007； 李 苍 柏 等 ， 2020）. 支 持 向 量 机 生 成 的 超

平面是这个空间中最优的平面，它使最近样品点到

超平面的间隔最大，而对于一些复杂的非线性分类

问题，支持向量机将使用非线性核函数创建分 离 数

据 的 决 策 边 界（Boser et al.， 1992； 刘 小 生 和 章 治

邦 ， 2019； 李 苍 柏 等 ， 2020； Yuan et al.， 2025）.
1.2.4　逻辑回归模型　该模型是一种广义的线性组

合，常用于二分类问题，该方法主要是利用 Sigmoid
函数将线性组合映射到［0，1］区间内，如公式（5）、（6）
所示，从而能够直接输出概率值，以达到分类数据的

效果（Hosmer Jr et al.， 2013； Yuan et al.， 2025）.
     Z = ω 0 + ω 1 x 1 + ω 2 x2 + ω 3 x 3 + … + ωn xn,  (5)

        y (Z )= 1
1 + e-z

,                                                        (6)
其中，ω代表权重，x是输入特征指标（如Ti、Eu、Th/U等）.
1.2.5　 多 层 感 知 器 模 型　 它 是 一 种 前 馈 神 经 网 络

模 型 ，有 多 个 层 且 每 层 由 多 个 神 经 元 组 成 ，其 中 包

图 3　XGBoost 模型原理(据 Chen and Guestrin, 2016 修改)
Fig.3　XGBoost model principle (modified after Chen and 

Guestrin, 2016)

图 4　随机森林模型原理(据 Breiman, 2001; Guo and He, 2024 修改)
Fig.4　Principle of the random forest model (modified after Breiman, 2001; Guo and He, 2024)

蓝色圆圈代表每棵决策树选择的分类类型结果，最终根据所有决策树投票的结果，获得投票数量最多的类型将作为最终的分类结果

3534



第  9 期 吴川川等：基于岩浆锆石微量元素的机器学习模型对斑岩铜矿成矿潜力的评估

括 输 入 层 、一 个 或 多 个 隐 藏 层 以 及 输 出 层（图

6）. 每 个 神 经 元 通 常 使 用 非 线 性 激 活 函 数 ，因

此 该 模 型 可 以 解 决 更 为 复 杂 的 非 线 性 问 题 . 多

层 感 知 器 模 型 中 的 上 一 层 的 每 个 神 经 元 都 与 下

一 层 的 神 经 元 相 连 ，进 而 输 入 层 接 收 数 据 传 入

隐 含 层 处 理 数 据 ，并 在 输 出 层 输 出 最 终 判 别 分

类 结 果（He et al. ， 2015 ； Zhong et al. ， 2023）.

2 模型训练与评估  

为直观对比传统方法与机器学习模型的判别性

能，本研究首先采用经典的二元判别图解对数据进

行分析 . 结果表明，成矿与非成矿岩浆锆石数据点在

图中均存在显著重叠，难以通过单一或少数线性边

界实现有效区分（图 7）. 这一现象凸显了传统方法在

应 对 高 维 、非 线 性 地 球 化 学 数 据 时 的 固 有 局 限 .
因 此 ，本 研 究 转 向 机 器 学 习 模 型 ，系 统 评 估 更

先 进 的 数 据 驱 动 方 法 . 为 确 保 模 型 评 估 的 规 范 性

与结果可比性，将收集的全球锆石微量元素数据集

按 7∶3 的 比 例 随 机 划 分 为 训 练 集 与 测 试 集 . 其 次 ，

使用 XGBoost、随机森林、支持向量机、逻辑回归及

多层感知器共五种模型，在相同的训练集上进行学

习 ，并 在 统 一 的 测 试 集 上 评 估 其 泛 化 性 能 . 旨 在 客

观比较各算法从复杂特征中挖掘判别规律的能力，

进而构建泛化性强、精度高的成矿潜力判别模型 .
在 模 型 训 练 阶 段 ，本 研 究 首 先 在 训 练 集 上 实

施 五 折 交 叉 验 证 ，具 体 流 程 为 ：将 训 练 集 随 机 划 分

为 五 个 互 不 重 叠 的 子 集 ，依 次 选 取 其 中 四 个 子 集

作 为 训 练 数 据 用 于 构 建 模 型 ，剩 余 一 个 子 集 作 为

验 证 集 用 于 评 估 模 型 性 能 ；为 了 减 少 随 机 性 等 影

响 ，该 实 验 过 程 重 复 五 次（图 8）. 该 方 法 能 够 模 拟

模 型 在 未 知 数 据 上 的 泛 化 表 现 ，有 效 降 低 因 单 次

数 据 划 分 的 随 机 性 所 引 起 的 模 型 评 估 偏 差 ，提 高

模 型 性 能 评 估 的 可 靠 性 ，同 时 为 参 数 选 择 提 供 更

为 稳 定 的 依 据（Nathwani et al.， 2022）. 随 后 ，为 充

分 挖 掘 各 模 型 的 判 别 分 类 潜 力 ，采 用 随 机 搜 索 策

略对模型超参数进行优化，确定各模型的最佳参数

配置并予以保存，再基于最优参数对模型进行重新

训 练 . 最 终 ，将 训 练 完 成 的 模 型 应 用 于 测 试 集 中 的

锆 石 微 量 元 素 数 据 ，开 展 判 别 分 类 任 务 ，并 通 过 分

析分类结果，系统评估与比较各模型的综合性能 .
本 文 将 采 用 准 确 率（Accuracy）、精 确 率（Preci⁃

sion）、召 回 率（Recall）、F1⁃score、受 试 者 特 征 曲 线

（ROC⁃AUC）、精确率‒召回率曲线（PR⁃AUC）等指

标 来 评 价 各 模 型 在 区 分 成 矿 岩 浆 锆 石 和 非 成 矿 岩

浆锆石任务中的性能 . 其中准确率表示模型对成矿

岩体锆石和非成矿岩体锆石做出正确分类的比例，

精 确 率 是 指 所 有 被 分 类 为 成 矿 岩 体 锆 石 中 实 际 为

图 5　支 持 向 量 机 原 理 ( 据 Boser et al., 1992; Luo et al., 
2024 修 改 )

Fig.5　Principle of support vector machine (modified after 
Boser et al., 1992; Luo et al., 2024)

深 蓝 色 代 表 成 矿 岩 体 的 锆 石 样 本 ，浅 蓝 色 代 表 非 成 矿 岩 体 的 锆

石 样 本 ，X1 、X2 代 表 着 区 分 两 类 锆 石 的 关 键 地 质 特 征（如 微 量 元

素 Ti、Y 、Th/U 等），直 线 ①②③ 是 支 持 向 量 机 构 建 的 最 优 分 类

超 平 面（二 维 下 表 现 为 直 线），与 分 类 边 界 最 近 的 样 本 点 是 决 定

分 类 边 界 的 关 键 个 体 ，代 表 两 类 锆 石 中 最 具 区 分 度 的 典 型 实

例 ；①ω ⋅ x+ b = - 1；②ω ⋅ x+ b = 0；③ω ⋅ x+ b = 1

图 6　多层感知器原理(据 Guo and He, 2024 修改)
Fig.6　Principle of multilayer perceptron (modified after 

Guo and He, 2024)
X1、X2、… .、Xn 代表输入的数据（如微量元素指标 Ti、Y、Th/U 等），

输入层、隐含层、输出层代表着神经网络的三层结构，输入层是将数

据进行输入，传输到隐含层；隐含层主要通过复杂的权重连接和激

活函数（如 Sigmoid）对输入的锆石微量元素指标进行深层次挖掘信

息 ，将 得 到 的 结 果 传 输 到 输 出 层 ；对 于 二 分 类 ，输 出 层 将 接 近 1 表

示“ 成 矿 岩 体 锆 石 ”，接 近 0 表 示“ 非 成 矿 岩 体 锆 石 ”进 行 输 出 ，而

Y1、Y2 则代表输出的结果“成矿岩体锆石”或“非成矿岩体锆石”
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成 矿 岩 体 锆 石 的 数 量 的 比 例 ，召 回 率 表 示 真 实

成 矿 岩 体 锆 石 样 本 数 量 中 预 测 为 成 矿 的 数 量 所

占 的 比 例 ，F1⁃score 是 精 确 率 和 召 回 率 的 调 和 平

均 值 ，各 指 标 表 示 见 公 式（7）~（10）.
ROC 曲线是以假阳性率（FPR）为横坐标，真阳

性 率（TPR）为 纵 坐 标 ，公 式（11）~（12）.PR 曲 线 则

是 以 召 回 率 为 横 坐 标 ，精 确 率 为 纵 坐 标 ，主 要 用 来

解释召回率和精确率之间的关系，当两个类别的样

本量不平衡时，PR 曲线更能反映模型的性能 . 虽然

ROC 曲线和 PR 曲线都很直观，但无法定量地描述模

型的性能，因此可以使用曲线下的面积来评估模型的

性能（Yang et al.， 2024）. 而 AUC 值则是表示曲线下

的面积大小，能够量化反映模型的性能，并且其值越

接 近 于 1，说 明 该 模 型 性 能 越 好（潘 北 斗 等 ， 2022； 
刘 嘉 情 等 ， 2023； Carrasco⁃Godoy et al.， 2024）.

          准确率 = TP + TN
TP + FP + TN + FN ,                   (7)

          精确率 = TP
TP + FP ,                                             (8)

          召回率 = TP
TP + FN ,                                             (9)

          F1⁃score = 2 × Precision × Recall
Precision + Recall ,              (10)

          真阳性率 ( TPR )= TP
TP + FN ,                        (11)

          假阳性率 ( FPR )= FP
FP + TN ,                        (12)

其 中 ，TP 代 表 实 际 为 成 矿 岩 体 锆 石 预 测 结 果 也 为

成矿岩体锆石的样本数量，FP 则表示实际为非成矿

岩 体 锆 石 而 预 测 为 成 矿 岩 体 锆 石 的 样 本 数 量 ，TN
则 代 表 实 际 为 非 成 矿 岩 体 锆 石 预 测 结 果 也 为 非 成

矿 岩 体 锆 石 的 样 本 数 量 ，FN 则 表 示 实 际 为 成 矿 岩

体锆石而预测为非成矿岩体锆石的样本数量（图 9）.
本 研 究 使 用 的 编 程 语 言 为 Python ，主 要 的

库 是 Scikit⁃learn 、Pandas Numpy 等 ，全 程 主 要 在

Visual Studio Code 软 件 运 行 相 关 代 码 .

图 8　五折交叉验证原理(Pedregosa et al., 2011)
Fig.8　Principle of five-fold cross-validation (Pedregosa et 

al., 2011)
D1 、D2 、D3 、D4 、D5 代 表 将 训 练 集 1 分 成 的 5 个 子 集 ；P1 、P2 、

P3 、P4 、P5 代 表 每 次 交 叉 验 证 之 后 的 性 能 指 标 ；PT 代 表 五 次 交

叉 验 证 之 后 的 平 均 性 能 指 标

图 7　成矿岩浆锆石和非成矿岩浆锆石散点图（据 Lu et al., 2016 修改）

Fig.7　Scatter plots of mineralized versus non-mineralized magmatic zircons (modified after Lu et al., 2016)
a 图中 Eu/Eu*（>0.3）与 Dy/Yb（<0.3）为成矿岩浆锆石区域；b 图中 Eu/Eu*（>0.3）与 Ce/Nd/Y（>0.01）为成矿岩浆锆石区域

3536



第  9 期 吴川川等：基于岩浆锆石微量元素的机器学习模型对斑岩铜矿成矿潜力的评估

3 结果分析  

3.1　机器学习模型性能　

在模型训练阶段，本研究首先基于训练集采用

五 折 交 叉 验 证 方 法 进 行 超 参 数 优 化 与 初 步 性 能 评

估，结果如表 1 所示 . 性能对比结果表明，XGBoost 模

型 训 练 表 现 最 优 ，其 五 折 交 叉 验 证 准 确 率 为        
0.944 4±0.003 7，精 确 率 为 0.943 8±0.003 7. 神 经

网 络（多 层 感 知 器）次 之 ，准 确 率 与 精 确 率 分 别 为

0.943 7±0.005 7 和 0.943 2±0.005 6. 而支持向量机

和 随 机 森 林 模 型 的 准 确 率 分 别 为 0.931 4±0.008 2
和 0.919 3±0.006 9，训练表现中等 . 逻辑回归模型训

练表现相对较差，准确率与精确率分别为 0.878 9±
0.010 2 和 0.878 2±0.009 9，均显著低于其他模型 .

在模型通过随机搜索确定最优超参数后，采用

该参数组合在整个训练集上重新训练，最终模型在

训练集上的学习效果见附图 1、附表 2. 混淆矩阵结

果表明，XGBoost 模型在训练集上取得了最优的学

习 性 能 ，其 分 类 准 确 率 与 精 确 率 均 达 到 100%（见

附 图 1）. 在 测 试 集 上 ，XGBoost 同 样 表 现 出 最 佳 的

泛 化 能 力 ，分 类 准 确 率 与 精 确 率 均 为 95.28%（表

2），高 于 其 他 模 型 . 其 余 模 型 在 测 试 集 上 的 表 现 从

高 到 低 依 次 为 ：神 经 网 络（多 层 感 知 器）准 确 率 与

精 确 率 均 为 95.00% ；支 持 向 量 机 均 为 94.14% ；

随 机 森 林 分 别 为 92.79% 与 92.80% ；逻 辑 回 归

模 型 其 准 确 率 为 89.05% ，精 确 率 为 89.33%.
根 据 各 模 型 在 测 试 集 的 表 现 ，为 了 评 估 各 个

模 型 的 泛 化 能 力 ，绘 制 的 模 型 ROC 曲 线 和 PR 曲

线 结 果 如 图 10、表 2 所 示 . 结 果 表 明 ，表 现 最 好 的

XGBoost 模 型 其 AUC 和 AP 值 分 别 为 0.990 1 和    
0.988 0. 神 经 网 络（多 层 感 知 器）模 型 的 AUC 值 和

AP 值分别为 0.986 5 和 0.982 1. 表现中等的随机森

林 模 型 和 支 持 向 量 机 模 型 其 AUC 和 AP 值 分 别 为

0.982、0.978 和 0.981、0.980. 逻 辑 回 归 模 型 的 AUC
值 和 AP 值 分 别 是 0.944 8 、0.905 5 ，相 对 较 差 .

以 上 结 果 表 明 ，各 模 型 在 测 试 集 上 的 性 能 依

次 递 减 ：XGBoost 模 型 性 能 表 现 相 对 最 优 ，多 层

感 知 器 模 型 为 次 优 方 法 ，支 持 向 量 机 与 随 机 森 林

模 型 表 现 中 等 ，而 逻 辑 回 归 模 型 性 能 相 对 欠 佳 .
3.2　模型性能独立测试　

在 此 次 研 究 中 ，XGBoost 模 型（ 准 确 率

95.28%）、多 层 感 知 器（准 确 率 95%）、支 持 向 量 机

（准 确 率 94.14%）、随 机 森 林（准 确 率 92.79%）等 模

型在测试集中都表现出很高的分类准确率（表 2）. 但

是，已有研究表明，由于使用的机器学习方法（多层

感知器、随机森林、XGBoost 等模型）会出现过拟合

或欠拟合以及“黑盒效应”等原因，可能无法准确反

映 训 练 后 的 模 型 性 能 . 例 如 ，在 参 数 巨 量 的 神 经 网

络中，这种不可解释性直接影响了模型结果的准确

性 与 可 靠 性（Reunanen， 2003； Rudin， 2019； Zhong 
et al.， 2023）. 本研究的模型性能虽基于独立的测试

集进行评估，但该评估方式可能存在潜在的数据泄

漏 风 险 . 由 于 训 练 集 与 测 试 集 源 自 同 一 总 体 样 本 ，

且按固定比例随机划分，二者可能在岩石样本或地

图 9　混淆矩阵图

Fig.9　Confusion matrix

表 1　模型五折交叉验证平均性能指标

Table 1　Average performance metrics of five-fold cross-validation for the model

模型

XGBoost
多层感知器

支持向量机

随机森林

逻辑回归

准确率

0.944 4±0.003 7
0.943 7±0.005 7
0.931 4±0.008 2
0.919 3±0.006 9
0.878 9±0.010 2

精确率

0.943 8±0.003 7
0.943 2±0.005 6
0.930 9±0.008 5
0.918 5±0.007 1
0.878 2±0.009 9

召回率

0.944 3±0.003 7
0.943 6±0.005 9
0.931 0±0.008 0
0.919 2±0.006 8
0.880 6±0.009 8

F1-score
0.944 0±0.003 7
0.943 4±0.005 7
0.930 9±0.008 2
0.918 8±0.006 9
0.878 6±0.010 2

AUC
0.986 5±0.001 9
0.983 3±0.002 1
0.978 0±0.003 6
0.975 1±0.003 4
0.939 3±0.008 2
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质 背 景 上 高 度 同 源 ，导 致 模 型 在 测 试 集 上 的

性 能 被 高 估 ，无 法 真 实 反 映 其 泛 化 能 力 .
为 系 统 评 估 五 种 机 器 学 习 方 法 的 泛 化 能 力 ，

本 研 究 采 用 一 个 独 立 于 训 练 与 测 试 过 程 的 未 知 数

据 集 对 模 型 进 行 验 证 . 基 于 已 训 练 完 成 的 五 个 模

型 对 未 知 数 据 集 进 行 判 别 分 类 ，所 得 结 果 及 性 能

指 标 见 图 12 和 表 3. XGBoost 模 型 在 此 独 立 验 证

集 上 仍 保 持 最 优 性 能 ，准 确 率 为 86.85% ，精 确 率

为 92.36% ，体 现 出 良 好 的 泛 化 能 力 与 分 类 稳 定

性 . 随 机 森 林 与 逻 辑 回 归 模 型 的 准 确 率 均 为

83.84% ，但 从 精 确 率 来 看 ，随 机 森 林（91.43%）略

优 于 逻 辑 回 归（90.43%）. 支 持 向 量 机 与 神 经 网 络

（多层感知器）的分类性能下降幅度较大，准确率分

别 为 78.90% 与 69.86%. 以 上 结 果 表 明 ，XGBoost、
随 机 森 林 等 模 型 在 面 对 未 知 数 据 时 仍 能 保 持 较 高

的 判 别 能 力 ，具 备 较 好 的 稳 定 性 与 实 际 应 用 潜 力 ，

而 支 持 向 量 机 和 神 经 网 络（多 层 感 知 器）下 降 幅

度 较 大 ，泛 化 能 力 表 现 较 弱 ，其 模 型 性 能 不 稳 定 .
因 此 ，整 体 来 说 ，XGBoost 模 型 的 性 能 表 现

最 好 且 稳 定 ，其 次 就 是 随 机 森 林 模 型 ，接 着 是

逻 辑 回 归 、支 持 向 量 机 、多 层 感 知 器 等 模 型 .
3.3　基 于 SHAP 的 模 型 可 解 释 性 分 析 与 关 键 特

征 识 别　

为 揭 示 机 器 学 习 模 型 的 决 策 机 制 并 识 别 控

制 成 矿 潜 力 的 关 键 地 球 化 学 指 标 ，本 研 究 采 用

SHAP（SHapley Additive exPlanations）框 架 对 表

现 最 佳 的 模 型 进 行 了 可 解 释 性 分 析 .SHAP 值 能

够 定 量 评 估 每 个 特 征 对 于 单 个 样 本 预 测 结 果 的 贡

献 度 与 方 向（正 负 影 响），其 全 局 重 要 性（取 绝 对

值 后 的 均 值）则 可 用 来 衡 量 特 征 的 整 体 影 响 力 .
在所有对比模型中，XGBoost 整体表现出最优

的综合性能（表 2）. 因此，笔者以其为例进行深入的

特征解读 .SHAP 分析表明（图 11a），EuN/EuN*是判

别成矿潜力的首要控制因子 . 紧随其后的关键指标

包 括 Lu、Gd/Dy、10 000×（EuN/EuN*）/Y、Yb、        
△FMQ、Y、Pr、Hf、Ti、U 等 .这些发现与本文构建特征

体系时所依据的氧逸度、含水量与结晶分异三大控制

维度完全吻合，从数据驱动角度验证了其理论基础 .
为 检 验 上 述 关 键 特 征 是 否 在 不 同 算 法 中 具 有

稳健性，笔者选取了性能仅次于 XGBoost 模型且在

未 知 数 据 集 上 表 现 优 异 的 随 机 森 林 模 型 进 行 对 比

分析，而多层感知器在未知数据集上泛化能力表现

表 2　模型在测试集上的性能指标值

Table 2　Model performance metrics on the test set

模型

XGBoost
多层感知器

支持向量机

随机森林

逻辑回归

准确率

0.952 8
0.950 0
0.941 4
0.927 9
0.890 5

精确率

0.952 8
0.950 0
0.941 4
0.928 0
0.893 3

召回率

0.952 8
0.950 0
0.941 4
0.927 9
0.890 5

F1-

score
0.952 8
0.950 0
0.941 4
0.928 0
0.890 7

AUC

0.990 1
0.986 5
0.980 9
0.981 9
0.944 8

AP

0.988 0
0.982 1
0.979 8
0.977 8
0.905 5

表 3　模型在未知数据集上的性能指标值

Table 3　Performance metrics of the model on the unseen    
dataset

模型

XGBoost
随机森林

逻辑回归

支持向量机

多层感知器

准确率

0.868 5
0.838 4
0.838 4
0.789 0
0.698 6

精确率

0.923 6
0.914 3
0.909 3
0.915 7
0.900 2

召回率

0.868 5
0.838 4
0.838 4
0.789 0
0.698 6

F1-score
0.883 8
0.859 5
0.858 9
0.821 4
0.747 9

图 10　模型评价曲线

Fig.10　Model evaluation curves
a. ROC 曲线；b. PR 曲线；AUC. 曲线下的面积；AP. 平均精确度
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图 12　模型对新数据集的分类结果混淆矩阵

Fig.12　Confusion matrix of the model’s classification results on the new dataset
a. XGBoost 模型分类结果；b. 支持向量机模型分类结果；c. 随机森林对新数据集分类结果；d. 神经网络（多层感知器）模型对新数据集分类结

果；e. 逻辑回归模型对新数据集分类结果

图 11　基于 SHAP 值的特征重要性及影响方向分析蜂窝图

Fig.11　Honeycomb plot of feature importance and influence direction analysis based on SHAP values
a 为 XGBoost 模 型 ；b 为 随 机 森 林 模 型 .a 和 b 纵 轴 特 征 指 标 按 其 重 要 性 从 大 到 小 排 序 . 颜 色 条 深 浅 的 变 化 代 表 特 征 值 的 高 低

（红 色 代 表 高 值 ，蓝 色 代 表 低 值）. 图 中 的 每 个 点 代 表 一 个 样 本 ，其 水 平 位 置 表 示 该 样 本 中 特 征 值 对 应 的 SHAP 值（正 值 推 动

预 测 趋 向“ 成 矿 ”，负 值 推 动 预 测 趋 向“ 非 成 矿 ”）
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弱，其性能大幅下降（表 3），所以其识别的特征重要

性不作为本次研究的参考 .SHAP 分析结果显示（图

11b），尽管两个模型在特征重要性的排序上存在细

微 差 异 ，但 识 别 出 了 一 组 高 度 一 致 的 核 心 特 征 组

合 ，包 括 ：EuN/EuN*、10 000（EuN/EuN*）/Y、Ti、Y、

ΔFMQ 与 Gd/Dy. 其 中 特 征 指 标 EuN/EuN*、          
10 000（EuN/EuN*）/Y 及 ΔFMQ 是 与 含 水 量 和 氧 逸

度密切相关的指标，其 SHAP 值表现出与特征值明

确的正相关关系（即图中点群颜色从蓝到红，其水平

位置整体向右移动）. 这表明，更高的计算水含量及

更高的氧逸度，对模型将其判断为成矿锆石产生强

烈 的 正 向 贡 献 ，这 与 传 统 成 矿 理 论 认 识 完 全 一 致 .
这 组 特 征 在 多 模 型 中 反 复 出 现 ，其 指 示 意 义 不 受

单 一 算 法 偏 好 影 响 ，也 证 明 了 它 们 在 判 别 成 矿

与 非 成 矿 锆 石 中 的 普 适 性 与 地 球 化 学 重 要 性 .

4 讨论  

4.1　模型性能差异性分析　

XGBoost 和 随 机 森 林 两 个 模 型 在 测 试 集 和 未

知数据集上都表现出较高的准确率，并展现出卓越

且稳定的分类性能与泛化能力 . 这得益于它们都是

集 成 学 习 机 制（Chen and Guestrin， 2016； 姜 娜 等 ， 
2019），其 中 XGBoost 模 型 通 过 梯 度 提 升 策 略 依 次

构建多棵决策树，每一棵树都致力于修正前一棵树

的 残 差（公 式（4）），这 种 机 制 能 更 高 效 捕 捉 锆 石 微

量元素的高维复杂特征，精准挖掘斑岩铜矿成矿数

据 规 律 中 的 非 线 性 关 联（姜 娜 等 ， 2019）. 而 对 于 锆

石微量元素来说，其成矿信息不仅包含锆石单一元

素 的 含 量 ，更 依 赖 于 其 元 素 比 值（如 10 000（EuN/
EuN*）/Y、（Ce/Nd）/Y、Ce/Ce*）与 岩 浆 过 程（水 含

量 、氧 逸 度）的 非 线 性 关 联（Chen and Guestrin， 
2016）. 因 此 对 于 XGBoost 模 型 来 说 ，其 能 从 中 稳

健 地 识 别 出 对 斑 岩 铜 矿 成 矿 潜 力 最 具 指 示 意 义

的 关 键 特 征 . 同 时 ，XGBoost 内 置 的 正 则 化 项 有

效 控 制 了 模 型 复 杂 度 ，避 免 了 过 拟 合 ，从 而 在 面 对

来 自 不 同 构 造 背 景 、未 见 过 的 矿 床 数 据 时 ，仍 能 保

持 较 高 的 分 类 精 度 ，最 终 在 斑 岩 铜 矿 成 矿 潜 力 分

析 中 展 现 出 比 单 一 模 型 更 稳 定 的 泛 化 能 力 与 决 策

可 靠 性（Chen and Guestrin， 2016； Wang et al.，
2023a， 2023b）. 而 且 这 与 模 型 在 测 试 集 和 新 数 据

集 分 类 准 确 率（表 2 ，表 3）结 果 上 的 表 现 一 致 .
随机森林通过 Bagging 重抽样构建多棵决策树，

并以“投票”的方式输出结果（图 4）. 尽管并行决策机

制在处理复杂数据且具有弱关联特征时略逊于 XG⁃
Boost，但 依 然 表 现 出 稳 健 的 判 别 分 类 能 力（表 2，

表 3）. 其 与 XGBoost 共 同 证 明 了 集 成 学 习 模 型 在

处 理 高 维 、非 线 性 地 球 化 学 数 据 方 面 的 强 大 优 势 .
支 持 向 量 机 模 型 在 测 试 集 上 表 现 较 好

（94.14%），而 在 新 数 据 集 上 准 确 率（78.9%）却 较

低 . 其原因是该模型通过核函数将数据映射至高维

空 间 以 构 建 分 类 超 平 面（图 5），所 以 其 性 能 主 要 依

赖 核 函 数 选 择 以 及 参 数 调 优 . 并 且 该 模 型 对 核

函 数 以 及 参 数 敏 感 ，容 易 受 到 未 知 锆 石 微 量 元 素

数 据（如 美 国 Bingham Canyon 矿 床 、土 耳 其 Kışla⁃
daĝ 矿 床）分 布 及 与 训 练 集 存 在 差 异 的 影 响 ，从 而

使 得 模 型 分 类 边 界 偏 移 ，导 致 其 准 确 率 降 低 .
而逻辑回归模型在对新数据集进行分类时，其

分 类 准 确 率（83.84%）超 过 了 支 持 向 量 机 模 型

（78.9%）和 神 经 网 络（多 层 感 知 器）模 型 的 准 确 率

（69.86%）. 其 原 因 可 能 是 逻 辑 回 归 作 为 线 性 模 型 ，

主 要 通 过 Sigmoid 函 数 将 线 性 组 合 映 射 到 区 间［0，

1］（ 公 式（5）~（6）），其 测 试 集 准 确 率 最 低

（89.05%），这能够反映出锆石微量元素与成矿信息

的 非 线 性 本 质 ，并 非 单 一 元 素 的 简 单 线 性 叠 加 ，而

是 氧 逸 度 、含 水 量 、分 异 程 度 的 耦 合 作 用 ，这 与 传

统 的 二 维 图 解 法 的 局 限 一 致（Zou et al.， 2022； 
Zhong et al.， 2023； Wen et al.， 2024b）. 而 其 模 型

在 新 数 据 集 上 准 确 率 提 升（83.84%），并 且 与 随 机

森 林 模 型 相 同 ，其 中 的 原 因 是 模 型 结 构 简 单 ，仅 依

赖关键特征的线性关系（如 EuN/EuN*、10 000（EuN/
EuN*）/Y 与 成 矿 呈 正 相 关），而 在 新 数 据 集 中 此 类

线性关联并未发生根本变化，并且逻辑回归对特征

线性关系具有良好的稳定性，因此避免了复杂模型

对噪声特征的过度拟合，且从训练集学到的线性特

征关系刚好能够应用在新数据集上，从而提高了其

模 型 在 新 数 据 集 上 分 类 的 准 确 率（刘 晓 丽 等 ， 
2022； Yang et al.， 2024）. 以上结果表明，在数据量

有限以及线性特征关系明显的场景中，简单的线性

模型（如逻辑回归）仍具有一定的应用价值，但是无

法 替 代 非 线 性 模 型 对 特 征 之 间 关 系 的 深 度 解 析 .
神 经 网 络（多 层 感 知 器）虽 在 测 试 集 中 表 现 较

好（准 确 率 95%），仅 次 于 XGBoost 模 型 ，但 在 独 立

新数据集上准确率骤降至 69.86%，其性能表现是五

个 模 型 中 最 差 的 . 其 结 果 可 能 是 由 于 神 经 网 络（多

层 感 知 器）出 现 过 拟 合 所 导 致 ，而 神 经 网 络 具 有 黑

箱效应，其通过多层神经元的权重连接挖掘特征信
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息（图 6），但 锆 石 微 量 数 据 中 部 分 区 域 上 特 有 的 而

并非成矿通用的元素信息被过度学习；从而导致模

型在独立的新数据集上泛化能力不足 . 神经网络 模

型 适 用 于 具 有 大 量 样 本 的 判 别 分 类 任 务 ，本 次 研

究 样 本 量 较 小 ，也 会 使 其 分 类 的 准 确 度 降 低 . 虽 然

训 练 集 覆 盖 多 种 构 造 背 景 下 的 锆 石 微 量 数 据 ，但

新 数 据 集 中 的 锆 石 微 量 数 据 可 能 具 有 独 有 的 特

征 ，而 神 经 网 络 并 未 学 到 这 种 特 征 ，导 致 该 模 型

误 将 成 矿 锆 石 的 部 分 特 征 与 非 成 矿 锆 石 的 独 有

特 征 混 淆 ，从 而 将 大 部 分 成 矿 锆 石 判 别 分 类 为

非 成 矿 锆 石 ，导 致 在 新 数 据 集 的 准 确 率 下 降 .
4.2　关键判别指标及其地质意义　

基 于 XGBoost 与 随 机 森 林 模 型 的 SHAP 特 征

重要性分析，本研究识别出一组高度一致的判别成

矿 与 非 成 矿 锆 石 的 核 心 指 标 ，包 括 ：EuN/EuN*、     
10 000×（EuN/EuN*）/Y、Ti、Y、ΔFMQ 及 Gd/Dy

（图 11）. 这一跨模型共识显著增强了这些指标的地

质可靠性 . 它们并非孤立存在，而是分别从岩浆氧逸

度、水含量、结晶温度与分异过程等关键控制维度，

共同刻画了有利于斑岩铜矿形成的岩浆系统特征 .
EuN/EuN* 与 10 000×（EuN/EuN*）/Y 是 揭 示

岩 浆 水 含 量 的 关 键 指 标 . 锆 石 中 Eu 的 负 异 常 主

要 受 控 于 斜 长 石 的 结 晶 分 离 ，而 富 水 条 件 下 角 闪

石 的 结 晶 会 抑 制 斜 长 石 分 离 ，从 而 保 留 熔 体 中 的

Eu 异 常 . 因 此 ，显 著 的 负 Eu 异 常（低 EuN/EuN*
值 ）通 常 与 富 水 岩 浆 环 境 相 关（Ballard et al.， 
2002； Dilles et al.， 2015； Lu et al.， 2016； Li et 
al.， 2025）. 当 显 著 的 负 Eu 异 常 与 较 低 的 Y 含 量

相 结 合 时 ，则 指 示 岩 浆 经 历 了 以 角 闪 石 为 主 的 大

量 分 离 结 晶 ，而 角 闪 石 的 稳 定 存 在 要 求 岩 浆 具 有

较 高 的 初 始 水 含 量（Loader et al.， 2017）. 该 指 标

的 重 要 性 直 接 印 证 了“ 富 水 岩 浆 ”是 形 成 大 规 模

成 矿 流 体 物 质 基 础 的 核 心 观 点（Lu et al.， 2016）.
Ti 作 为 锆 石 结 晶 温 度 的 可 靠 地 球 化 学 温 度 计  

（Watson and Harrison， 2005）. 斑岩成矿系统的成矿

岩 浆 存 在 一 个 明 确 的 有 利 温 度 窗 口（通 常 为 650~
850 °C），在岩浆固相线温度之上的较窄范围 . 中酸

性岩浆中锆饱和结晶温度随着含水量增加而降低，

因此由 Ti 含量记录的锆石结晶温度也越低，可能反

映了岩浆中水含量较高  （Richards， 2003； Lu et al.， 
2016； Loucks et al.， 2020； Nathwani et al.， 2024）.
此外，Y 作为重稀土元素（HREE）的代表，其含量主

要 受 控 于 副 矿 物（如 角 闪 石 、磷 灰 石）的 分 离 结 晶 .

较低的 Y 含量常指示经历了显著的角闪石分异，这

也 与 富 水 岩 浆 条 件 或 者 较 深 的 岩 浆 源 区 特 征 一 致

（Ballard et al.， 2002； Loader et al.， 2017）.
ΔFMQ 作为直接的氧逸度量化指标，其作为重

要性特征印证了高氧逸度是成矿的先决条件 . 高氧

逸 度 能 确 保 硫 主 要 以 硫 酸 盐 形 式 而 非 硫 化 物 形 式

存 在 于 岩 浆 中 ，从 而 防 止 成 矿 金 属 过 早 析 出 ，使 其

得 以 保 留 至 流 体 出 溶 阶 段（Mungall， 2002； Sun et 
al.， 2015）. 在本研究中，ΔFMQ 的重要性排序相对

靠后，可能源于以下两点原因：第一，EuN/EuN*作为

一 个 复 合 指 标 ，已 同 时 承 载 了 氧 逸 度 、水 含 量 及 斜

长 石 分 异 的 多 重 信 号 . 在 高 氧 逸 度 条 件 下 ，Eu 以

Eu³⁺形 式 存 在 ，易 于 进 入 斜 长 石 晶 格 ，从 而 增 强 锆

石 的 Eu 负 异 常（Ballard et al.， 2002； Trail et al.， 
2012）. 因 此 ，ΔFMQ 的 独 立 信 息 可 能 已 被         
EuN/EuN*部 分 涵 盖 . 第 二 ，氧 逸 度 是 成 矿 的 必 要 非

充 分 条 件 ，需 与 适 宜 的 水 含 量 、温 度 等 因 素 协 同 作

用 .EuN/EuN*与 Ti 等指标更能直接表征流体出溶与

结 晶 温 度 等 直 接 控 制 因 素（Shen et al.， 2015； 
Loucks and Fiorentini， 2023）. 此 外 ，锆 石 ΔFMQ 主

要记录岩浆中晚期的氧逸度，而 Eu 异常可能反映了

氧化和含水量特征的综合指标（Loucks et al.， 2020）.
Gd/Dy 等 比 值 指 标 反 映 了“ 以 角 闪 石 主

导 ”的 结 晶 分 异 路 径 . 在 俯 冲 背 景 的 岩 浆 系 统

中 ，角 闪 石（而 非 石 榴 石）作 为 主 要 的 残 留 相 或

分 离 结 晶 相 ，使 得 中 ‒ 重 稀 土 元 素（如 Dy 、Yb）

以 相 近 的 比 例 进 入 熔 体 ，此 分 异 路 径 有 利 于 铜

等 成 矿 金 属 的 预 富 集（Chiaradia ， 2014）.
值得注意的是，支持向量机、逻辑回归及多层感

知器模型所识别的重要特征集合与上述树模型结果

存在差异（附图 2）. 这种差异可能源于算法原理：树

模型（如 XGBoost、随机森林）通过递归分割数据，擅

长捕捉特征间的非线性交互作用，其共识特征可能

更 直 接 地 对 应 关 键 地 球 化 学 变 量（Chen and 
Guestrin， 2016）；逻辑回归侧重线性关联（Hosmer Jr 
et al.， 2013）；支持向量机依赖于核空间的最优边界

（Boser et al.， 1992）；多层感知器则可能构建复杂的

隐式特征表示 . 因此，在树模型间达成高度共识的特

征组合，因其在两种高性能且可解释性强的模型中得

到交叉验证，很可能代表了控制成矿潜力最稳健、最

核心的地球化学“指纹”. 在地球化学数据挖掘中，应

通过对比不同原理模型的输出，重点关注在多模型

中 共 同 凸 显 的 特 征 ，以 增 强 地 质 结 论 的 稳 健 性 .
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综 上 所 述 ，机 器 学 习 模 型 所 揭 示 的 关 键 指 标

组 合 ，共 同 指 向 一 个 具 备 高 氧 逸 度 、富 水 、经 历 角

闪 石 域 分 异 的 弧 岩 浆 系 统 ，该 结 论 与 前 人 基 于 传

统 地 球 化 学 研 究 获 得 的 认 识 高 度 相 符（Lu et al.， 
2016； Meng et al.， 2021； Meng et al.， 2022； 
Loader et al.， 2022； Loucks and Fiorentini， 2023）.

5 结论  

本研究通过构建包含全球斑岩型铜矿成矿岩浆

与不成矿岩浆的锆石微量元素数据库，系统训练并

评估了 XGBoost、随机森林模型、支持向量机模型、

逻辑回归模型、神经网络（多层感知器）五种监督学

习模型，并展开性能评估 . 结论如下：在本次斑岩型

铜矿成矿岩浆锆石和非成矿岩浆锆石分类任务中，

模型性能从高到低依次为 XGBoost、随机森林、逻辑

回归、支持向量机与多层感知器 . 这一明确的性能排

序，为在实际工作中选择适用于斑岩型铜矿成矿潜力

评估的模型提供了关键参考 .通过 SHAP 可解释性分

析 发 现 ，EuN/EuN*、10 000（EuN/EuN*）/Y、Ti、Y、

Δ FMQ 及 Gd/Dy 等 指 标 对 区 分 成 矿 与 非 成 矿

锆 石 具 有 稳 定 且 显 著 的 贡 献 . 从 数 据 驱 动 角 度

揭 示 了 斑 岩 成 矿 系 统 的 地 球 化 学 标 志 ，为 基 于

锆 石 的 成 矿 潜 力 识 别 提 供 了 可 靠 的 指 标 组 合 .
附 表 和 附 图 见 https ：//doi. org/10.3799/

dqkx.2026.084.
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